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오늘 발표 자료를 도와주신… 송영숙 박사님 죄송합니다.. !



Pikicast  - Data Lab 
컨텐츠, 이미지, 검색, 추천 

Company.AI - Co-Founder
자연어 대화엔진
Naver에 M&A로 exit

Naver CLOVA  - AI Software Platform 
Hyper Clova - LLM 
Naver Cloud - LM Platform SaaS

 - ML Platform

                         - Enterprise LLM

저는



챗봇 1만 개의 모델 서빙하기: AI 서비스 어디까지 해봤니

Hyper clova 거대 모델 기반의 ML 서빙과 성능 최적화 ( GPT-3 )

케어콜 - 코로나로부터 우리를 지키는 믿음직한 AiCall

물 흐르듯 자연스러운 ML 서비스 만들기 - MLOps 를 넘어 서비스로

딥러닝을 딥하지 않게 사용해서 자연어 검색 만들기

저는



오늘은 몇 가지 간단한 질문들로

아주 얕고 넓게 LLM을 살펴 보겠습니다.



트랜스포머는 무엇일까요

Transformers are a special case of Graph Neural Networks



문장은 완전히 연결된 단어 그래프입니다.

Transformers are a special case of Graph Neural Networks



딥러닝은 무엇일까요

복수의 층으로 구성된 NN를 사용하는 모델과 해당하는 방식들 



딥러닝은 무엇일까요

비선형 데이터의 집합에 선형성을 부여해주는 projection matrix의 학습 방식



딥러닝은 무엇일까요

feature의 정의를 스스로 하는 모델 



딥러닝은 무엇일까요

지금은 Open AI로 이동한 전 Tesla Head of AI 의 Andrej Karpathy 표현을 빌려보면

- 데이터로 프로그램의 코드를 일부분 대체 하는 개발 수단



딥러닝은 무엇일까요



그럼 LLM 은 무엇일까요 



그럼 LLM 은 무엇일까요 

Emergence를 빼놓고 이야기 할 수 없습니다.



그럼 LLM 은 무엇일까요 

아주 작은 예시로 전혀 새로운 task를 할 수 있습니다.



그럼 LLM 은 무엇일까요 

ICL 을 통해 사전 학습된 지식과 상반되는 동작도 할 수 있습니다.



그럼 LLM 은 무엇일까요 

그리고 이런 추론 능력은 모델의 규모에 따라 증가합니다. 

Larger language models do in-context learning differently - https://arxiv.org/abs/2303.03846







개인과 조직의 지식은 점점 더 중요해집니다. 

이제 우리는 동안 쌓기만 했던 많은 지식을 자동으로 사용할 방법을 알게 됩니다.



결국 생성 AI의 방향은 초 개인화된 검색 추천과 함께

정보의 품질

정보의 대한 평판과 가시성 확보

생성 모델의 context 제어



LLM의 장기 기억을 담당하는 RAG ( 검색 증강 생성 )



하지만 Vector 관련 기술적으로 초기 단계

알려진 일반적인 모델링 방법이 없으며

차원의 저주 (Curse of dimensionality) 로 인한 직접적인 ANN 근사 성능 저하가 
더욱 심해진 현상을 해결하지 못하였고

충분히 적은 데이터를 고품질의 vector search로 접근 하는 방향의 중요성이 
알려지지 않음



vector search를 이루는 기반 기술중 하나를 보면



몇 가지 시사점



검색은 무엇일까요

(IR) Information Retrieval ?

(내 의도와) 적합한 정보를 골라내는것



검색은 무엇일까요

정보가 (지나치게 많아서) 오염되거나 유저에게 적합한 결과가 아니라면 좋은 
검색이 아닌 것



검색 잘 하는것은 충분히 어려우며 동시에 방대한 분야

항상 유저들은 업계 최고 수준의 엔진과 포탈의 검색 결과를 익숙하게 사용

즉 제품에 대한 검색에 대한 기대치는 매우 높음

대규모의 인프라와 검색 팀을 가지고 있지 않다면 좋은 검색 만들고 운영하는건 
어려운 과제

하지만 LM과 LLM은 소규모 검색을 쉽고 빠르고 만들수 있는 강력한 도구



Architecture

Sparse Embedding 에서 기대하는 Lexical 성능의 저조

DPR의 구현과 같은 bm25 결과를 일부 활용하거나 적절한 거리 함수 기반 보정이 
필요 



다음과 같이 시각화된 embedding이 있을때

Architecture



metric learning 이 적용되지 않은 일반적인 classification 의 모델 embedding 의 
대한 결과 manifold

Architecture



metric learning 이 적용된 manifold

Architecture



Architecture - Engineering 문제점

● BERT 110M 수준의 모델은 연산 비용이 높음 (하지만 GPT와 비교할수 없게 
가볍다.)

○ GPU 를 사용한 단순한 구조의 real time inference로 약 50~100 QPS (query per second) 성능

● ANN등 벡터 유사도 연산에 다수의 서빙과 인프라가 필요 
○ 주기적으로  indexing 처리와 별도 서빙 서버등 필요
○ 관련된 인프라가 많고 복잡할 경우 MSA의 저주에 걸릴 수 있다.

● ANN의 활용 효율이 많이 떨어짐
○ ANN은 효율적인 벡터의 숫자가 존재 약 적어도 10만 이상의 타겟 벡터에서 의미가 있음
○ 효과적으로  근사되는 차원의 범위가 존재 예를 들면 20~ 256 정도가 일반적
○ 768 ~ 2048 혹은 30000 차원 수준의 dense vector 검색에서는  recall 성능 감소가 아쉬움



Architecture - Model

Query -> Query' 를 찾는 문제는 충분히 robust 하며 적은 데이터로 동작 가능

하지만 결국은 Query -> Documents 를 찾는 QA 문제를 잘 풀어야 Contents 검색이 
가능

Query -> Documents'

fit(bert , bm25)



Architecture - Encoding

“query: how much protein should a female eat”

 ->

"passage: As a general guideline, the CDC's average requirement of protein for 
women ages 19 to 70 is 46 grams per day. But, as you can see from this chart, 
you'll need to increase that if you're expecting or training for a marathon. Check 
out the chart below to see how much protein you should be eating each day.



Architecture - Model

LM을 MultipleNegativesRankingLoss 를 통해 bm25 결과로 초기 세팅하고 

사내 테스트와 AB 테스트로 지속적으로 implicit feedback 을 수집하는 추천 태스크 
간주

Efficient Natural Language Response Suggestion for Smart Reply https://arxiv.org/pdf/1705.00652.pdf 



Architecture - Model

추가로 LLM을 통한 데이터 augmentation, BM25를 통한 negative sample 생성

gold - silver 의 차이를 최소화하는 hard negative를 얼마나 잘 세팅하는지가 중요 

적립 보험료가 
무엇인가요?

'내가 내는 보험료는  
보장보험료와  적립보험료로  

구성돼요 .'

‘보장 보험료는 적립 보험료와 달리 
저축성 환급 대상이 아닙니다.

'새 정부 출범, 경제는 어떻게 
달라질까?'

질의

positive - gold label

negative - silver label '왜 어떤 은행은 이자를 안 
낮춰주나요?'

negative

'앞으로 2~3년의 금리도 예상할 수 
있나요?'

구별하기  어려울수록  높은 난이도



Architecture - Model



이제 대용량 LLM



이제 대용량 LLM



이제 대용량 LLM



이제 대용량 LLM



그래서… 최대한 카드에서 처리하는것이 중요

H100, A100, RTX 6000 ada



Flash Attention

타일링(Tiling) , 재계산 (Recomputation) 두개만 기억하세요.



Speculative Inference

추측적 병렬 추론



K V cache

중간 결과 저장



Apple



Nvidia


